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RESUMO

A importancia de se conhecer o modo de falha crivel em barragens de rejeito se da a
medida que tais falhas causam danos ambientais e econémicos consideraveis, além
de constituirem fontes criticas de perdas de vidas humanas. Em vista disso, o
conhecimento do modo de falha crivel para uma dada estrutura é importante no seu
gerenciamento de riscos, uma vez que, a depender do modo de falha, a analise de
estabilidade geotécnica sera diferente. Dentre os diferentes modos de ruptura, tem-
se: instabilidade de taludes, eroséo interna, liquefacdo, galgamento, inadequacdes
estruturais ou na fundacdo, abalo sismico e erosdo externa. Neste trabalho foi
realizado o estudo de algumas das variaveis relacionadas ao fenbmeno e foram
elaborados modelos preditores para modos de falha. Para tanto, fez-se uso da técnica
de aprendizado de maquina K Nearest Neighbors, via linguagem Python. O
desenvolvimento do estudo se deu a partir de um banco de dados com 66 barragens
de rejeito rompidas do mundo todo. As variaveis conhecidas para essas barragens
incluem o tipo de minério que gerou o rejeito armazenado, o material de construcéo
da barragem, o método construtivo, altura, volume, risco sismico, clima e modo de
falha. Os resultados mostraram que todas as variaveis foram importantes na predi¢éao
do modo de falha, exceto a varidvel "volume". Essa variavel ndo demonstrou forte
influéncia nos padrdes de falha das barragens estudadas. Foram desenvolvidos trinta
e cinco modelos preditores de modo de falha de barragens, identificados como M1 a
M35. O modelo mais preciso foi 0 M11, no qual obteve-se uma acuracia de 71%. Esse
modelo excluiu a varidvel de volume e foi configurado com k vizinhos igual a 3,
tamanho propor¢cdo da amostra de treino/teste igual a 90%/10%. Tal modelo foi
aplicado em um banco de dados com 10 barragens brasileiras classificadas pela
Agéncia Nacional de Mineracdo com nivel de emergéncia Il e Ill. Dentre elas, oito
foram classificadas para modo de falha crivel por instabilidade de taludes e duas por

erosao interna.

Palavras-chave: Risco geotécnico, Aprendizado de maquina, K vizinhos mais

préximos, barragens de rejeito.



ABSTRACT

The significance of understanding credible failure modes in tailings dams stems from
the significant environmental and economic devastation such failures can cause.
Moreover, these failures represent critical threats to human life. Consequently,
grasping the credible failure mode of a particular structure holds importance in its risk
management. Depending on the specific failure mode, the geotechnical stability
analysis varies. Several failure modes exist, encompassing slope instability, internal
erosion, liquefaction, overtopping, structural or foundation inadequacies, earthquakes,
and external erosion. In this study, an examination of variables related to this
phenomenon was conducted, and predictive models for failure modes were
formulated. To achieve this, the K Nearest Neighbors machine learning technique was
employed using the Python language. The study's foundation relied on a database
featuring 66 instances of failed tailings dams across the globe. Notable variables
encompassed the ore type generating the stored tailings, dam construction materials,
construction methods, height, volume, seismic risk, climate, and failure mode. The
findings demonstrated the significance of all variables in predicting failure modes, with
the exception of the "volume" variable, which exhibited minimal influence on failure
patterns in the analyzed dams. A total of 35 predictive models for dam failure modes
were developed, designated as M1 through M35. The most accurate model, M11,
achieved a 71% accuracy rate. This model excluded the volume variable, configured
with three neighbors (k=3), and a training/test sample size ratio of 90% to 10%. This
model was subsequently applied to a database containing information on 10 Brazilian
dams classified with emergency levels Il and Ill by the National Mining Agency. Within
this set, eight were identified as susceptible to credible failure due to slope instability,

and two due to internal erosion.

Keywords: Geotechnical risk, Machine learning, K nearest neighbors, Tailings dams.
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1 INTRODUCAO

Segundo o Plano Nacional de Mineragéo (PNM, 2011), no Brasil o setor mineral
€ a base para diversas cadeias produtivas. Este setor participa com 4,2% do Produto
Interno Bruto (PIB) e 20% do total das exportacdes brasileiras, gerando cerca de um
milhdo de empregos diretos, 0 equivalente a 8% dos empregos da industria. Assim,
devido a sua producdo significativa de minério, o setor minerario também gera
volumes consideraveis de rejeito em seu processo de beneficiamento (SOUZA
JUNIOR; MOREIRA; HEINECK, 2018).

Para dispor o rejeito gerado ap6s o beneficiamento do minério, a industria mineral
tradicionalmente realiza o langamento da polpa de rejeito - mistura de agua e sélidos
- em barragem de contencao, construidas com material compactado em etapa Unica
ou em mais etapas de alteamento (CARDOZO; PIMENTA; ZINGANO, 2016). Sendo
assim, a construcdo e o desenvolvimento da estrutura devem se dar de forma
continua, permitindo o acompanhamento dos resultados, possiveis modificacbes e
melhoramento do projeto inicial. Dessa forma, possibilita-se que todo o rejeito gerado
na producdo possa ser lancado e armazenado, de forma segura, minimizando os

riscos de acidentes.

Porém, de acordo com Ledo e Santiago (2022), diversos acidentes relacionados
ao rompimento de barragens de rejeitos marcaram a trajetéria da explotacdo mineral
na histéria nacional e, mesmo com o conhecimento da legislacdo e de tecnologia
diversas, as barragens continuam rompendo e causando prejuizos sociais, ambientais
e econbmicos nas areas atingidas. Duarte (2008) explica que o fato de as barragens
ndo serem executadas de acordo com critérios técnicos adequados pode contribuir

para a ocorréncia de acidentes desse tipo.

Nesse contexto, o ramo da ciéncia que estuda a estabilidade de tais estruturas é
a geotecnia, que segundo Costa (2007) é “o ramo da Engenharia que agrupa as
disciplinas cientificas que se ocupam da caracterizagdo e comportamento dos
terrenos”, abrangendo as areas de geologia de engenharia, mecéanica dos solos e de

rochas.



Segundo Gomes et al. (2005) a avaliacao do risco deve comecar pelo estudo de
modos de falhas, para estimar as probabilidades e consequéncias associadas a cada
um dos riscos identificados. Uma vez que, a depender do modo de falha, tem-se um
diferente  método para andlise de estabilidade geotécnica da estrutura, o
conhecimento prévio do modo de falha crivel é importante para facilitar e fazer com

gue o gerenciamento de risco de barragem se torne mais eficiente e assertivo.

Aliado a esse gerenciamento, pode-se observar 0 avangco e uso cada vez mais
disseminado da tecnologia, em diversas areas, com o objetivo de melhorar
identificacdo e andlise de riscos geotécnicos. Diferentes softwares para analise de
estabilidade de taludes e percolacdo de agua se fazem presentes e ganham

importancia no gerenciamento de riscos em barragens.

Caputo (2014) afirma que € importante fazer a analise da estabilidade de talude
de uma barragem, ja que a maioria dos acidentes que acontecem se da pela falha na
estabilidade do macico. Os mecanismos potenciais de ruptura devem ser previamente
e adequadamente definidos, em funcdo da geometria da barragem, das propriedades
geotécnicas dos materiais do seu macico e fundacédo, bem como da provavel condi¢éo

de fluxo de agua ao longo dele.

No campo da tecnologia, importante na gestao de riscos como mencionado, a
Inteligéncia Artificial e o Aprendizado de Maquina (Machine Learning - ML) tem
ganhado cada vez mais visibilidade. Apesar de ser uma tecnologia recente, a sua
utilizacado esta amplamente difundida. A empresa de tecnologia Interop (2019), no
mercado ha 29 anos, cita como exemplo os aplicativos de transporte, como Uber,
Cabify, entre outros, discutindo questdes como: de que maneira eles determinam o
preco dos passeios? Como minimizam o tempo de espera depois que um carro é
solicitado? E como esses servicos combinam as rotas de maneira ideal com outros
passageiros para minimizar desvios? A resposta para todas essas perguntas é a

utilizacdo de Aprendizado de Maquina.

A partir dos dados das corridas, a plataforma identifica padroes e se adapta
conforme mudancas de comportamento ocorrem, ou seja, trabalham com a analise

mais eficiente dos dados adquiridos, levando em consideragao ndo apenas os dados
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em si, mas também a correlacdo entre eles, algo que também é importante de se
observar na andlise de riscos geotécnicos. As maquinas ndo estdo mais fazendo
somente trabalhos manuais, mas também trabalhos racionais, tarefas que requerem

0 uso do que se considera inteligéncia (LUDERMIR, 2021).

Como exemplo do avanco de tal tecnologia no dia a dia, nota-se que as maquinas
estdo aprendendo a dirigir automoveis. Ja existem carros que podem se mover sem
motorista, como os carros do Google e da Tesla. Tais sistemas devem ser robustos o
suficiente para lidar com situacbes para as quais ndo tenham sido treinados, assim
como situacfes que possam colocar as vidas dos motoristas e pedestres em risco
(FENG et al., 2021).

Outra aplicacdo de sucesso que faz uso da inteligéncia artificial sdo os tradutores
automaticos, como os tradutores do Google, que fazem traducbes com precisao cada
vez melhores. O processo de traducdo de texto € feito com sucesso em razéao da
guantidade de textos, isto €, dados que existem disponiveis. A area da Inteligéncia
Artificial que lida com a traducdo e manipulacdo de textos é conhecida por
Processamento de Linguagem Natural (TORFI et al., 2020; OTTER et al., 2021).

Na pesquisa apresentada neste trabalho, tem-se a apresentacao da aplicacao da
técnica de Aprendizado de Maquina, K Nearest Neighbor (KNN) na analise de riscos
geotécnicos na mineracdo, visando aumento de seguranca e a melhoria dos

resultados de analises que identificam probabilidades de falha.

A realizacdo do estudo deu-se com base em uma abordagem teérico
metodoldgica. Inicialmente, um banco de dados com 66 barragens de rejeito que
romperam entre 0os anos 1928 e 2019 foi organizado e adaptado, com adicéo,
adaptacdo e/ou padronizacdo de variaveis. Em um segundo momento, técnica de
analise multivariada de dados foi utilizada para elaboragdo de modelos preditores,
posteriormente analisados quanto ao desempenho na predicdo dos modos de falha.
Também se realizou a analise da influéncia que cada variavel apresentava na acuracia

dos modelos.

Com a definicdo do modelo de melhor desempenho, o mesmo foi utilizado para
avaliar qual seria o0 modo de falha mais provavel de ocorrer para um conjunto de 10
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barragens de rejeito, classificadas com risco Il ou Ill, em escala que vai de zero a trés,
sendo trés o nivel que indica ruptura iminente ou em andamento. Esse novo banco foi
gerado com dados da Agéncia Nacional de Mineracdo — ANM, através do site de
Classificacdo Nacional de Barragens de Mineracdo, considerando suas

caracteristicas estruturais e do ambiente onde se localizam.

Gerou-se, dessa forma, os resultados de predicdo, com base estatistica e
computacional, para as atuais barragens com maior risco de falha no Brasil, de acordo
com a classificagcdo da Agéncia Nacional de Minerag&o, alcancando o objetivo desse

trabalho, em apresentar uma ferramenta capaz de fazer tal analise.



2 OBJETIVO

Este trabalho objetiva estabelecer uma metodologia para proposicdo de um

modelo preditivo, via aprendizado de maquina, para determinacdo do modo de falha

crivel para uma determinada barragem de rejeito de mineracéao.

2.1 Objetivos especificos

>

Determinar as variaveis que descrevem ou influenciam no fenémeno de ruptura
em barragens de rejeito;

Organizar um banco de dados adequado para aplicacdo das técnicas de
aprendizado de maquina;

Gerar modelos preditivos que possam ser aplicado na avaliagdo de risco de
falha em barragens;

Validar os modelos obtidos,

Selecionar o0 modelo preditivo a ser proposto,

Aplicar o modelo preditivo selecionado para previsdo do modo de falha crivel

em barragens de rejeito que apresentam risco de se romperem.



3 JUSTIFICATIVA E RELEVANCIA

O desenvolvimento da pesquisa apresentada nesse trabalho buscou a criacao
de ferramenta para avaliacdo do modo de falha crivel de barragens de rejeito
utilizando técnicas de aprendizado de maquina. Com isso, objetivou-se reduzir a
subjetividade do especialista das analises que, apesar do grande destaque dado na
literatura aos estudos de andlise e gestao de riscos de barragens de rejeito, ainda
influencia de forma visivel a tomada de decisdes. Cabe-se ressaltar também as
dificuldades associadas a quantificacdo dos parametros, que sao facilmente

identificadas.

Com a diminuicédo da subjetividade e quantificacdo das incertezas presentes
nas andlises de risco, pode-se chegar ao desenvolvimento de um sistema mais
eficiente e confiavel, que possa subsidiar decisdes de engenharia e melhorar o
conhecimento cientifico na gestdo de riscos de barragens. Considerando, assim, a
forte discusséo sobre a necessidade de criacdo de métodos eficientes e facilitadores
para tomada de decisdes acerca de intervencdes para manutencéo e estabilizacao
dessas estruturas ao longo do tempo, e que tais decisdes estdo sempre limitadas por
condicionantes econdémicos, levando a permanente necessidade de diminui¢cdo do
grau de incerteza associado as analises de condicdo de estabilidade e suas

consequéncias.

Além disso, cabe ressaltar que o desenvolvimento de ferramentas que
subsidiem o gerenciamento de risco em barragens de rejeito € muito importante, uma
vez que as duas ultimas barragens que se romperam no estado de Minas Gerais, de
acordo com a ANDES (2022) nao estavam sequer classificadas como barragem de
risco. Em vista disso, tal fato sugere a necessidade de proposicdo de métodos mais
representativos e confiaveis para conclusdo do nivel de risco dado para uma

determinada estrutura analisada.



4 REVISAO BIBLIOGRAFICA

4.1 Barragens de terra

De acordo com Cardozo, Pimenta e Zingano (2016) as barragens, juntamente
com pilhas de estéril, sdo as maiores estruturas geotécnicas construidas pelo homem,
sendo utilizadas pela humanidade ha milénios para diversos fins, dentre eles:
armazenamento de agua ou residuos da industria, controle de vazdes, geracdo de
energia hidroelétrica, entre outros. Com o avanco da exploracdo mineral e a
necessidade de conservacdo socioambiental relacionada com ela, o assunto
barragem de rejeitos, que consistem em estruturas geotécnicas construidas para
acondicionar os rejeitos provenientes da mineracdo, vem merecendo grande atencao,

devido a seu potencial danoso em caso de falhas.

Historicamente, observa-se com certa frequéncia a ruptura de barragens de
mineracao e os danos causados por estas. Azam e Li (2010) apresentam um histoérico
mundial das falhas em barragens de mineracdo, em que cerca de 1,2% das barragens
de mineracdo apresentaram algum tipo de falha, contra 0,01% das barragens civis,

considerando os 100 anos anteriores a publicacao.

Duarte (2008) salienta que barragens civis ou convencionais tém qualquer fim
menos a contencdo de rejeitos. Além disso, um ponto que também diferencia as
barragens de rejeito, € a sua construcdo em etapas, as quais, acompanham a vida util
da mina. Desta forma, a medida que sdo gerados rejeitos, os alteamentos séo
executados. Essas estruturas também sao reconhecidas por gerarem um impacto
ambiental significativo, uma vez que eventuais falhas podem resultar em grandes

volumes de rejeitos descarregados no meio ambiente (Duarte, 2008).

Diferente de barragens convencionais, que normalmente armazenam &agua,
barragens de rejeito armazenam rejeitos dos processos minerais que podem variar de
rejeitos granulares até solos de granulometria fina e alta plasticidade (lamas)
(ARAUJO, 2006). Kossoff et al. (2014), definem os rejeitos destinados a barragens
como mistura de rocha cominuida e fluidos do processo do beneficiamento mineral.

Sendo assim, apresentam como caracteristica fisica: granulometria fina e forma



angular, bem como composi¢cdo quimica dependente da composicdo da rocha de

origem e dos reagentes utilizados no processamento mineral.

4.2 Métodos Construtivos

Sucintamente podem-se elencar trés métodos aplicados na construcdo de
estruturas de disposicdo de rejeito: método de montante, método de jusante e o

método de linha de centro.

42.1 Método de montante

Tal método, também conhecido pela denominacdo upstream, pode ser
considerado o mais simples e de mais baixo custo de constru¢do. Esse método,
considerado o mais perigoso (NOGUEIRA; SPRING; PLUMB, 2019), foi o utilizado
nas estruturas que romperam mais recentemente no estado de Minas Gerais, nas

cidades de Mariana e Brumadinho.

Segundo Martin e McRobert (1999) o método de alteamento a montante
representa um desafio no ambito geotécnico devido as tensbes induzidas, potencial
de liquefacdo e ndo consolidacdo do material utilizado como fundagcdo. Sua
construcdo inicia-se com um dique inicial utilizado como aterro compactado ou

enrocamento, como mostra a Figura 1.

Figura 1 - Estrutura inicial de uma barragem pelo método de montante.
Disposicéo de
rejeito

Dreno

Fonte: O autor (2023).
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O rejeito é descarregado hidraulicamente, por meio de canhbes de
hidrociclones, desde a parte mais alta, denominada crista, do dique de partida,
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formando uma praia de rejeito. Por segregacédo natural a fracdo mais grossa fica
préximo a crista, sequencialmente acontece o processo de adensamento deste
material, que servira como fundacdo para futuros diques de alteamento a serem
construidos a partir da fragcdo grossa dos rejeitos. O processo é repetido até que se
alcance a cota maxima para alteamento prevista. Pode-se observar uma ilustracéo do

meétodo na Figura 2.

Figura 2 - Estrutura de uma barragem pelo método de montante.

AN

Fonte: O autor (2023).

4.2.2 Método de jusante

O método de jusante, também chamado de downstream, de acordo com
Carvalho et al. (2018), € o mais conservador entre os métodos citados, e foi
desenvolvido para reduzir os riscos de liguefacdo em zonas de atividade sismica. Da
mesma maneira que o método de montante, é necessario a constru¢do de um dique
de partida, estrutura apresentada na Figura 3, e 0s rejeitos sado depositados a

montante dele.

Figura 3 - Estrutura inicial de uma barragem pelo método de jusante.

Dreno

/

Fonte: O autor (2023).



Conforme Campos (2022), ressalta-se que mesmo havendo um volume de
agua significativo, a estabilidade da estrutura pode ndo ser afetada devido sua
fundacéo ser em terreno natural, além de haver a instalacao de zonas de drenagem e
nacleos impermeéaveis. A desvantagem desta alternativa é o alto custo dos
alteamentos, provenientes do grande volume de aterro necessario. O limite de altura
de uma barragem de rejeitos alteada para jusante dependera, basicamente, da area

de terreno disponivel. A Figura 4, apresenta uma representacdo do método.

Figura 4 - Estrutura de uma barragem pelo método de jusante.

/£

Fonte: O autor (2023).

De acordo com Chammas (1989, apud PASSOS, 2009) as vantagens do
método de jusante estdo na sua resisténcia a carregamentos dinamicos. Isto deve-se
ao fato de escalonar a construcdo sem interferir na seguranca, dessa forma facilita a

drenagem, possui baixa susceptibilidade de liquefacdo e simplicidade na operacao.

4.2.3 Método de linha de centro

Tal metodologia de construcdo, denominada em inglés como centerline, possui
maior estabilidade do que uma barragem alteada para montante e ndo requer um
grande volume de materiais como no alteamento para jusante. O método da linha de
centro € um meétodo intermediario que tenta minimizar as desvantagens entre o
método de montante e o de jusante (PASSOS, 2009).

Da mesma forma que 0os métodos anteriores, precisa ser construido um dique de

partida com o intuito de formar a praia de rejeitos a montante. A disposicao dos rejeitos
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é feita com o lancamento a partir da crista do dique inicial, assim como no método de

alteamento a montante.

Quando é preciso fazer novos alteamentos, sédo construidos novos diques, tanto
sobre os rejeitos a montante quanto sobre o aterro do dique anterior, mantendo o eixo
de simetria inalterado. Na Figura 5 € apresentado um esquema desse método

construtivo.

Figura 5 - Estrutura de uma barragem pelo método de linha de centro.

Fonte: O autor (2023).

4.3 Modos de Ruptura

Diversas sao as implicacdes que o ambiente, a acdo antrépica e a falta de
monitoramento adequado podem causar no que diz respeito a ruptura de barragens.
Aspectos como alturas e volumes cada vez mais elevados, contribuem para a
necessidade de uma atencédo redobrada, uma vez que aumenta a dificuldade na
construcdo dos barramentos a medida em que mais variaveis devem ser levadas em

consideracéo, como, por exemplo, fatores geotécnicos, atmosféricos e ambientais.

Ademais, para uma boa gestdo e garantia de seguranca das estruturas, 0
estudo e implementacdo de um eficiente sistema de drenagem é indispenséavel. A
instalacdo de drenos internos é comum para todos os métodos construtivos de
barragens e sua construcdo é realizada com o objetivo de prevenir excessos de

poropresséo, favoraveis ao movimento, devido ao fluxo interno de agua na barragem.

Dentre os diversos casos de rupturas de barragens na histéria da mineracéao,
alguns modos de falha foram estudados e mais bem compreendidos pela comunidade

geotécnica. Os mais comuns sdo: ruptura por instabilidade de taludes; liquefagéo;
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galgamento ou overtoping; erosao interna ou piping; bem como instabilidade devido a

terremotos, erosao externa ou até mesmo inadequacdes estruturais de projeto.

4.3.1 Instabilidade de taludes

Os deslizamentos ou escorregamentos sao problemas comuns em barragens
de terra, pois o material qgue compde o talude naturalmente tende a escorregar devido
principalmente a for¢ca da gravidade, que é suportada pela resisténcia ao cisalhamento
do material (DYMINSKI, 2014). Segundo Caputo (1987), as principais causas de
rupturas em barragens de terra sdo o galgamento, as infiltracées e os deslizamentos,
0 qual se caracteriza pelo movimento descendente de uma massa de solo em uma

superficie de ruptura, como mostra a Figura 6.

As variagOes nas condi¢cdes de poropressdo, carregamento e variagées nas
forcas de cisalhamento do aterro resultam em mudancas nos fatores de seguranca

(raz&o entre forcas de resisténcia ao cisalhamento e forcas solicitantes) da estrutura.

Figura 6 - Instabilidade de taludes por deslizamento

Fonte: Das e Sobhan (2014).

Como consequéncia, muitas vezes € necessario realizar analises de
estabilidade correspondentes a varias condi¢cdes que refletem diferentes etapas da

construcdo de uma barragem, uma vez que o fator de seguranca dessas estruturas
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pode aumentar ou diminuir ao longo de sua vida util e da condicdo de contorno e

carregamento da estrutura.

4.3.2 Instabilidade sismica

Tremores submetem uma barragem a variacdes ciclicas de carregamento em
um curto intervalo de tempo, podendo causar instabilidades ou deformactes
permanentes nos taludes, dependendo da gravidade do tremor e do seu efeito sobre
aresisténcia do aterro (DUNCAN et al., 2014). Ladeira (2007) afirma que esses abalos
sismicos também podem liquefazer os solos do maci¢co da barragem, sendo funcao
da frequéncia de ocorréncia e da magnitude do tremor. Segundo Seed (1979), deve-
se inclusive considerar a possibilidade de acontecerem falhas retardadas (aquelas
que ocorrem mesmo apos 0s movimentos do terremoto terem cessado) devido a

redistribuicdo da presséo da agua nos poros dentro de um aterro.

Possiveis maneiras que um terremoto pode causar a falha de uma barragens
de aterro compactado s&o: rompimento da barragem por movimento de falha principal
na fundacéao; perda de bordo livre devido a movimentos tecténicos diferenciais; falhas
de declive induzidas por movimentos do solo; perda do bordo livre devido a falhas de
declividade ou compactacao do solo; deslizamento da barragem em materiais fracos
da fundagdo; piping através de rachaduras induzidas por movimentos do solo;
galgamento da barragem devido deformacéo da crista e falha do vertedouro ou outro
dispositivo de descarga (SEED, 1979).

4.3.3 Galgamento ou overtoping

Segundo Balbi (2005), o modo de falha por galgamento acontece quando o
nivel de agua do reservatério aumenta a ponto de ultrapassar a cota maxima da
barragem. Esse fenbmeno normalmente acontece quando chuvas intensas promovem
uma alta elevacéo no nivel de agua, gerando vazdes maiores do que a capacidade do

vertedouro e provocando, assim, a destruicdo da barragem.
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Assim como as propriedades do material e as caracteristicas do aterro, a
duracdo do galgamento é um dos fatores mais determinantes na dimensao das
brechas de ruptura (JONATAS, 2013). Segundo Johnson e llles (1976), em barragens
de aterro, o inicio da brecha advém com uma forma triangular, em que, com a saida
da agua pela superficie da barragem, sdo erodidos os materiais menos resistentes.
Caso sejam mantidos os niveis elevados da cheia, a geometria tende a tomar uma
forma trapezoidal, sendo a extens&o dessa eroséo nas laterais da brecha dependente
da dimensé&o do reservatorio e do volume de agua armazenado. A Figura 7 ilustra tal

situacao.

Figura 7 - Ruptura causada por galgamento. a) Brecha inicial. b) Brecha intermediaria. c)
Ruptura total.

—
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Fonte: Johnson e llles (1976).

4.3.4 Eroséo interna ou piping

As rupturas por eroséo interna ou piping séo originadas pelo carreamento de

particulas de solo devido a percolacdo da agua através da barragem (FEMA, 2015).
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Este modo de falha pode ocorrer quando ha uma falha no sistema de drenagem
interno em direcionar o fluxo na barragem, que provoca a remocao de particulas do
interior do aterro, formando “tubos” vazios, causando colapsos e escorregamentos

laterais do terreno, como pode-se observar, em etapas sucessivas, na Figura 8.

De acordo com Marques Filho e Geraldo (2002), este fenbmeno ocorre em
solos pouco coesos onde o gradiente hidraulico € maior que a coesao do solo. Rafael
e Romanel (2014) afirmam que a velocidade de disposicdao de rejeitos e de
alteamentos junto com drenagem interna ineficiente contribuem para ocorréncia de

piping em barragens com método construtivo a montante.

Figura 8 - | - Exemplo de erosé&o interna no macico da barragem; ii - na fundacéo da barragem; iii
- do macico a fundacéo da barragem

Superficie freatica Cavidade

Saida livre

Canal de piping

111

Fonte: USACE (2015).

4.3.5 Liquefacao

A liquefacdo é um processo de ruptura que ocorre em solos ndo coesivos,
saturados e em condi¢cbes de carregamento ndo drenado. Durante a aplicacdo do
carregamento, a poropressao aumenta até um valor igual a tensdo de confinamento

inicial, a tenséo efetiva ou intergranular existente no esqueleto do material € reduzida
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a zero e, em consequéncia, o material perde praticamente toda sua resisténcia
cisalhante, comportando-se como um liquido viscoso (CASAGRANDE, 1975;
CASTRO, 1969; POULOS, 1981; TERZAGHI; PECK; MESRI, 1996). Durante a
liquefacdo a posicao relativa dos graos esta em constante mudanca, de forma que é

mantida uma resisténcia minima, como pode-se observar na Figura 9.

Figura 9 - Sequéncia geral do processo da liquefagcéo
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Fonte: Pereira (2005).

Como caracteristica importante desse modo de falha pode-se citar o fato de que
esse tipo de ruptura ocorre em certas regides da massa de solo e ndo apenas ao
longo de uma determinada superficie de falha, provocando grandes deformacoes e
multiplos mecanismos de ruptura (FREIRE NETO, 2009; GUILLEN, 2008; LOAYZA,
20009).

Segundo Maturano (2012), a liquefacéo de solos granulares é observada em
depositos de solos naturais, aterros e depdsitos de rejeitos de mineracdo sob
carregamento estatico e sob carregamento dinamico. O autor apresenta também
possibilidade de sua ocorréncia como efeito de vibra¢des causadas pela cravacao de
estacas, por trafego de veiculos, exploracao geofisica, explosdes, além de vibracbes
sismicas, levando também a instabilizacdo de taludes.

Em vista disso, tal modo de falha, neste trabalho, foi incorporado ao modo de
falha instabilidade de taludes e ao de ruptura por abalo sismico, a depender das

caracteristicas da barragem analisada.
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4.4 Aprendizado de Maquina

De acordo com Fontana (2020) o aprendizado de maquina € um termo geral
utilizado para definir uma série de algoritmos que extraem informacao a partir de um
conjunto de dados, sem ser necessario definir um modelo matematico especifico. Han,
Kamber e Pei (2011) descrevem a abordagem geral para a classificacdo como um

processo de duas etapas, como pode-se observar na Figura 10.

Inicialmente, é construido um modelo de classificacdo, através do conjunto de
treinamento. Apds, através do conjunto de teste, determina-se se a precisdo do
modelo é aceitavel, e se assim for, 0 modelo € usado para classificar novos dados. O
objetivo principal é desenvolver modelos e sistemas que possam identificar padrdes

nos dados e fazer previsdes ou tomar decisdes com base nesses padroes.

Figura 10 - Processo de classificagao.

e
Modelo de Precisao do
Conjunto de >
Classificacao Modelo

\

Conjunto de
Teste

Fonte: Adaptado de Han, Kamber e Pei (2011)

Existem varias abordagens e algoritmos utilizados no aprendizado de maquina.
Por exemplo, algoritmos de regressao linear sdo frequentemente usados para modelar
relacionamentos lineares entre variaveis, enquanto arvores de decisdo podem ser
usadas para tomar decisdes com base em condi¢des logicas. Redes neurais artificiais,
inspiradas no funcionamento do cérebro, sdo algoritmos complexos que podem
aprender a partir de dados para realizar tarefas como classificacéo e reconhecimento

de padroes.

A tabela 1 apresenta, de acordo com Brunton, Noack e Koumoutsakos (2020),

exemplos de tais abordagens e algoritmos, de acordo com diferentes grupos.
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Tabela 1 - Algoritmos de aprendizado de maquina.

Méaquinas de vetor suporte;

Arvores de decis&o;

Classificacao Forestas aleatorias (random forests);
Redes neurais artificiais;

K-nearest neighbor.

Linear;

Regresséo Linear generalizado;

Processo Gaussiano.

Controle linear;

Algoritmos genéticos;

Otimizacao e Controle preditivo de modelo profundo;
Controle Estimacédo de algoritmos de
distribuicao;
Estratégias evolutivas.

Q-learning;

Processo de decisao de Markov;
Aprendizado por reforco profundo.
Modelos generativos | Redes adversarias generativas.

Aprendizado por
reforco

K-means;
Agrupamento
Agrupamento espectral.
POD/PCA,
Reducéo de Codificador automético;

dimensionalidade. |Mapas autoorganizaveis;
Mapas de difuséo.

Fonte: Adaptado de Brunton, Noack e Koumoutsakos (2020).

Dentre as referéncias cientificas que fornecem uma base sélida para o
aprendizado de maquina pode-se citar Hastie, Tibshirani & Friedman (2009), que
fazem uma introducdo abrangente aos fundamentos do aprendizado de maquina,
abordando topicos como regresséao, classificacdo, reducdo de dimensionalidade e
selecdo de modelos. Além desses autores, Bishop (2006) explora os principios e
técnicas do aprendizado de maquina, abrangendo conceitos estatisticos e

probabilisticos, redes neurais, maquinas de vetores de suporte e outros algoritmos.

Essas referéncias, bem como outros trabalhos, permitem uma compreensao
mais aprofundada dos algoritmos e das técnicas utilizadas nesse campo. No entanto,
vale ressaltar que o campo do aprendizado de maquina esta em constante evolucao,
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€ novas pesquisas e avangos sao publicados regularmente em conferéncias e revistas
cientificas especializadas, como a "Journal of Machine Learning Research” e a "Neural

Information Processing Systems (NeurlPS)".

4.4.1 Aprendizado supervisionado

De acordo com Mitchell (1997) o aprendizado supervisionado consiste em uma
abordagem em que um modelo é treinado usando um conjunto de dados rotulados,
ou seja, dados nos quais as respostas corretas sao conhecidas. O objetivo é aprender
um mapeamento entre as entradas dos dados e as saidas desejadas por meio de

algoritmos de aprendizado.

Durante o treinamento supervisionado, 0 modelo é exposto a exemplos de
treinamento que consistem em pares de entrada-saida. Com base nesses exemplos,
o modelo ajusta seus parametros internos para aprender a relacdo entre essas
entradas e saidas. Posteriormente, 0 modelo pode ser usado para fazer previsées ou

tomar decisfes em novos dados de entrada.

4.4.2 Aprendizado néo supervisionado

Muito comumente ndo se tem os rotulos dos dados em andlise, ou seja, ndo se
tem informacdes a priori sobre as classes as quais os dados pertencem, possuindo,
em problemas desse tipo, apenas um conjunto de vetores de caracteristicas, a partir
do qual busca-se revelar as similaridades e agrupar vetores parecidos. Tal abordagem
€ conhecida como aprendizado ndo supervisionado (THEODORIDIS;
KOUTROUMBAS, 2009) (DUDA; HART; STORK; 2001).

Diferentemente do aprendizado supervisionado, em que ha uma resposta
conhecida para cada exemplo, no aprendizado nao supervisionado o modelo explora
a estrutura intrinseca dos dados para identificar agrupamentos, similaridades ou

outras caracteristicas relevantes.
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Existem varias técnicas e algoritmos de aprendizado ndo supervisionado, como
clusterizacdo (por exemplo, k-means e agrupamento hierarquico), reducdo de
dimensionalidade (como analise de componentes principais - PCA) e associagcéo de
regras (por exemplo, algoritmos Apriori). Wu et al. (2007) apresentam uma viséo geral
dos dez algoritmos mais influentes em analises de dados, onde incluem técnicas néo

supervisionadas, como a clusterizacéo e analise de componentes principais.

4.4.3 K Nearest Neighbors — KNN

Conforme Han et al. (2011) o KNN “é um dos algoritmos de aprendizado de
magquina mais simples e amplamente utilizados para classificacdo e regressao. Ele
tem a vantagem de ser ndo paramétrico, o que significa que ndo faz suposicdes
especificas sobre a distribuicdo dos dados. Além disso, o KNN é facil de implementar
e interpretar, tornando-o uma escolha popular em varias aplicacdes." Ele se baseia no
principio de que objetos similares tendem a estar proximos uns dos outros no espaco
de caracteristicas. A classificacdo ou previsado € feita com base na maioria dos votos

dos K vizinhos mais proximos.

A Figura 11 mostra um exemplo de funcionamento do algoritmo KNN. Nota-se
gue existem 2 classes diferentes classificadas nos eixos x e y, e existe uma incégnita
no centro. Inicialmente é calculada a distancia entre essa incognita e os demais
pontos, a partir disso, € predefinido pelo usuario o valor de K, que vai delimitar a
guantidade de dados analisados. No exemplo dado, o valor de K escolhido € 3, essa
€ a quantidade de vizinhos mais préximos a serem considerados para a classificacao
da incognita. A classificacdo ocorrerd com base no voto majoritario. Neste caso a
incégnita, considerando k igual a 3, sera classificada no grupo dos triangulos verdes.
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Figura 11 - Modelo grafico 2D do funcionamento do método KNN.
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Fonte: Azank (2019).

Uma das principais vantagens do KNN é a simplicidade de implementacédo e
interpretacdo. Além disso, ele pode ser aplicado a dados néo lineares e é robusto a
outliers. No entanto, o desempenho do KNN pode ser afetado pelo nimero de vizinhos
escolhidos (valor de K) e pela dimensionalidade dos dados (RAPOSO, 2021).

Conforme Hair et al. (2018) as distancias mais comumente usadas no contexto
do algoritmo K Nearest Neighbors (KNN) e em outros métodos de aprendizado de
maquina incluem a distancia euclidiana e a distancia de Manhattan. Ambas as
meétricas sao utilizadas para calcular a distancia entre dois pontos em um espaco de

caracteristicas.

A distancia euclidiana, também conhecida como norma euclidiana ou distancia

L2, é calculada como a medida da linha reta entre dois pontos em um espaco

euclidiano. Segundo Prado (2015), essa métrica considera a raiz quadrada do
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somatorio dos quadrados das diferencas entre os valores de atributos para cada par

de variaveis, conforme a equacéao (1).

d(X, ¥) = V(X1 - Y12 + (X2 - Y2)> + ... + (X = Yn)?) (1)

Nessa equacao, d(x, y) representa a distancia entre 0os pontos x e Yy, (X1, Xz, ..., Xy)
e (Y1, Y2, -.., Yn) representam as coordenadas dos pontos x e y em um espaco de n

dimensoes.

De acordo com Cordeiro (2012), a distancia euclidiana é considerada a métrica
ideal pelo fato de adotar as medidas reais dos espacos euclidianos, apresentando

otimos resultados na maioria das aplicacoes.

De acordo com Lei et al. (2017), a distancia de Manhattan, também chamada City
Block, ou Geometria do Taxi, € uma medida de calculo de distancia que ao contrario
da distancia Euclidiana ndo se eleva as diferencas ao quadrado e nem se obtém a
raiz, permitindo que uma consideravel distancia entre dois pontos Unicos ndo tenha
uma influéncia elevada no valor de distancia final. A formula para a distancia de

Manhattan é dada pela equacéo (2).

d(X, y) = [X1 - Y1| + X2 - Y2| + ... + [Xn = Yl (2)

A distancia de Manhattan é menos sensivel a outliers e é mais adequada
qgquando as caracteristicas tém escalas diferentes ou quando as relacbes de

dependéncia entre elas sdo menos importantes.

Souza et al. (2012) dizem que essa métrica possui este nome em referéncia as
ruas da ilha de Manhattan, em virtude da disposi¢cdo quadriculada. Sendo assim, a
distancia de Manhattan foi utilizada para resolver uma situacdo que envolve qual o
percurso a ser realizado por um carro entre dois pontos da cidade. Considerando que
o carro deve andar somente em ruas de pavimento asfaltico. Tal situacdo é

exemplificada na Figura 12.
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Figura 12 - Distancia de Manhattan tanto em preto, quanto em verde entre os pontos A e B.
Em azul a Distancia Euclidiana entre os pontos A e B.

/AN

Fonte: Souza et al. (2012).

Em suma, ambas as distancias, euclidiana e de Manhattan, podem ser
utilizadas no algoritmo KNN para calcular as distancias entre os pontos de treinamento
e 0 novo exemplo a ser classificado. A escolha entre essas métricas depende do
dominio do problema, da natureza dos dados e do impacto relativo das diferentes

dimensOes nas caracteristicas.

4.4.4 Métodos e métricas de validacao

E fundamental em problemas onde o objetivo da modelagem é a predicéo, a
utilizacdo de métodos de validacdo, que em suma buscam estimar o quao acurado e
generalizavel € um modelo na préatica, ou seja, 0 seu desempenho em um novo
conjunto de dados. Dentre os métodos utilizados para validacdo de modelos pode-se
citar o método de subamostragem aleatoria, também conhecida como validacao
cruzada de Monte Carlo. Entre as métricas de validacdo pode-se citar a probabilidade

global de acerto (acuréacia) e a taxa de erro aparente.
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4.4.4.1 Subamostragem aleatéria (Random subsampling)

De acordo com Kumar (2018), nesta técnica varios conjuntos de dados séo
escolhidos aleatoriamente do conjunto de dados e combinados para formar um
conjunto de dados de teste. Os dados restantes formam o conjunto de dados de
treinamento. O diagrama a seguir representa a técnica de validacdo de
subamostragem aleatdria. Uma representacdo do método é apresentada na Figura
13.

Figura 13 - Técnica de validagcao de subamostragem aleatdria.

Numero total de exemplos (dados).
Exemplo

=
- -

e T L 7
Experimento 2 w “
e (LT 1

Fonte: Adaptado de Kumar (2018).

A taxa de erro do modelo é a média da taxa de erro de cada iteracdo. A equacédo
(3) mostra o célculo do erro global como a média do erro de cada iteracao.

3
1
Erro = §Z Erroi (3)
i=1

De acordo com Dieterle (2019) o particionamento aleatorio dos dados pode ser
repetido com frequéncia arbitraria. Em contraste com um procedimento completo de
validacdo cruzada, a subamostragem aleatdria tem se mostrado assintoticamente

consistente, resultando em previsbes mais pessimistas dos dados de teste em
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comparacao com a validagcao cruzada. As previsdes dos dados de teste fornecem uma

estimativa realista das previsdes dos dados de validacdo externa.

4.4.4.2 Matriz de confusao

Antes de abordar as métricas de validacdo, é necessario compreender o
conceito de matriz de confusédo. De acordo com Godbole & Sarawagi (2004), uma
matriz de confusdo para um problema de n classes € uma matriz M de ordem n x n,
no qual o elemento Mij corresponde ao numero de classificacdes corretas para a
classe i, quando i = j. Para i # j, o elemento Mij corresponde ao numero de
classificagOes da classe i que foram definidas incorretamente como classe j, e vice-

versa.

Conforme Mariano (2021), o niumero de acertos para cada classe se localiza
na diagonal principal da matriz M. Usualmente podem ser depreendidas algumas
métricas de avaliacdo do modelo de classificacdo apenas com base na sua matriz de
confusdo. A Figura 14 apresenta uma matriz de confusdo para o caso de variavel
categorica com 2 populacdes, sendo o eixo horizontal a condicao predita e o vertical

a condicao verdadeira.

Figura 14 - Exemplo de matriz de confuséo.

Positivo Negativo
Positivo Verdadeiro Falso Negativo
(M Positivo (TP) (FN)

Negativo | Falso Positivo Verdadeiro
(N) (FP) Negativo (TN)

Valor Predito Valor Predito
Positivo (PPV) Nagativo (NPV)

Fonte: Maiorano (2021).
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4.4.4.3 Métricas de validacao

Sejam nl e n2 o numero de elementos amostrais provenientes das populagdes
1 e 12, respectivamente. Sendo n11 e n22 o numero de elementos amostrais
provenientes das populacdes M1 e M2 que foram classificados corretamente pela
regra de discriminacéo, ou seja, todos os elementos representados, respectivamente,
por TP e TN da Figura 13. A equacao (4) define a probabilidade global de acerto

(acuracia).

_ (n11 +n22)

PGA = (n1 4+ n2) )

A taxa de erro aparente é a propor¢cdo de elementos -classificados
equivocadamente, ou seja, n12 (elementos da populagdo 2 classificados como da
populacao 1) e n21 (elementos da populacdo 1 classificados como da populacéo 2),
representados, respectivamente, por FN e FP na Figura 13. Sendo assim a taxa de

erro aparente pode ser definida, na equagéo (5).

_ (n12 +n21)

TEA = (n1+4+n2) (®)
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5 METODOLOGIA

Na Figura 15 tém-se um fluxograma indicando a metodologia geral aplicada na

pesquisa.

Figura 15 - Fluxograma do desenvolvimento do trabalho.

Construgdo e organizagdo do banco

de dados.

Analise descritiva das

variaveis.

Treinameanto de modelos preditivos.

Avaliacdo e validacao

dos modelos preditivos

gerados.

Selecdo do modelo preditivo.

Aplicacio do modelo
preditivo nas barragens de
rejeito com nivel de
emergéncia 2 e 3,
localizadas no estado de
Minas Gerais.

Fonte: O autor (2023).
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5.1 Banco de dados

O banco de dados utilizado neste trabalho foi construido, tendo como base um
outro banco com 350 barragens rompidas de todo o mundo, obtido por meio do site
https://worldminetailingsfailures.org/, bem como informacdes obtidas em outros meios
de pesquisa. Porém, como muitas das informacdes estavam incompletas, foram
retiradas as barragens que nao apresentavam dados suficientes para analise,
resultando em um banco final composto por 66 barragens, que € apresentado no
Apéndice A, de forma codificada para aplicacdo na andlise via KNN.

Para cada elemento amostral (barragem) do banco de dados, € conhecido:
minério que gerou o rejeito armazenado, material de constru¢ao da barragem, método
construtivo, altura, volume e o modo de falha. Além dessas variaveis, foi realizado o
acréscimo de outras duas: o risco sismico do local onde a barragem se encontrava e

o clima predominante na regiao.

A variavel risco sismico foi definida considerando uma escala de classificacédo que
vai de risco muito baixo até muito alto, por meio de um mapa (Figura 16), com
informacgdes do Centro de Dados e Aplicagdes Socioecondmicas — SEDAC. O SEDAC
€ um sistema de dados e informacdes do sistema de observacdo da Terra da NASA
(EOSDIS), hospedado pelo Centro para Rede Internacional de Informacdes sobre

Ciéncias da Terra da Universidade de Columbia — EUA.
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Figura 16 - Zonas de atividade sismica do mundo.

X No Data
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I Moderate
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Fonte: SEDAC (2014).

Quanto a variavel clima, foi utilizado o mapa apresentado na Figura 17. Nele sé@o
estratificados os climas de acordo com classificacdo climéatica de Koppen, que
segundo Rolim et al. (2007) é a mais utilizada no mundo. Ela se baseia em zonas de

vegetacgao.
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Figura 17 - Mapa dos dez principais tipos de clima no mundo.

BN Equatorial Mediterraneo M Frio de montanha
B Tropical B Desértico Polar
Subtropical Semi-arido

s Temperado  mmm Frio

N 0 2871 5742
A )
km (no Equador)

Fonte: Freire (2023).

Por se tratar de variaveis qualitativas, houve a necessidade de codificacdo do
minério que gerou o rejeito armazenado, material de construgéo da barragem, método
construtivo e o modo de falha, bem como do risco sismico e clima. J& para altura e

volume, que séo quantitativas, seus valores absolutos foram mantidos no banco.

As tabelas de 2 a 7 indicam como foram codificadas as informacdes referentes a

cada variavel.

Tabela 2 - Codificacdo da varidvel modo de ruptura.

Modo de Ruptura Cddigo
Instabilidade de talude 1
Eroséo interna (piping) 2

Fundacao 3
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Galgamento

Inadequacdes estruturais

Abalo sismico

~N o (o (A~

Erosao externa
Fonte: O autor (2023).

Tabela 3 - Codificacdo da variavel método construtivo.

Método construtivo Caodigo
Montante 1
Linha de centro 2
Jusante 3
Etapa Unica 4
5

Montante e Jusante
Fonte: O autor (2023).

Tabela 4 - Codificac@o da variavel risco sismico.

Risco sismico Cddigo
Muito baixo 1
Baixo 2
Médio 3
Alto 4
Muito alto 5

Fonte: O autor (2023).

Tabela 5 - Codificacédo da variavel tipo de minério que gerou o rejeito armazenado.

Minério que gerou o rejeito armazenado | Cédigo
Fe 1
Al 2
Cu 3
Au 4




CuAu 5
Pb Zn 6
Ag Pb 7
Mo 8
Coal 9
Sn 10

9) 11

Pt 12

Zn Pb Cu 13
Au Ag 14
Areia 15
Limestone 16
Mica 17
Ag 18
Gypsum 19
Pb Zn Cu Ag 20

Fonte: O autor (2023).

Tabela 6 - Codifica¢do da varidvel material de construg&o da barragem.

Material de construcdo da barragem

Cédigo

Rejeito

1

Ciclonado

Estéril

Aterro

Enrocamento

Cimento (fly-ash)

Retencdo de agua

Estéril e Aterro

Aterro e Rejeito

© 00 (N O |01 | W (N

Argilito, aleurolito

=
o

Fonte: O autor (2023).
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Tabela 7 - Codificacdo da variavel clima.

Clima Caodigo

Semiarido 1

Equatorial

Tropical

Mediterraneo

Subtropical

Temperado

Frio
Fonte: O autor (2023).

~N (O (o |~ WN

5.2 Analise descritiva das variaveis

De acordo com Reis & Reis (2002), a analise descritiva pode ser definida como
a utilizacdo da estatistica para resumir e descrever as caracteristicas mais importantes

do banco de dados observado da forma mais relevante para possiveis analises.

Ainda segundo Reis & Reis (2002), o termo variavel pode ser definido como
uma caracteristica que € medida de alguma forma no banco de dados e pode variar
seus valores. Essas variaveis podem, ainda, ser classificadas como quantitativas,
gquando podem ser medidas e apresentam valores numéricos para isso, ou
qualitativas, predominantes nesse estudo, quando podem ser separadas por

categorias em vez de valores quantitativos.

Para os dados utilizados nessa pesquisa, foram gerados graficos de frequéncia
relativa para as variaveis qualitativas, indicando a porcentagem com que cada
categoria aparecia em uma determinada varidvel no banco de dados, bem como

histogramas para as variaveis quantitativas.

33



5.3 Treinamento de modelos preditivos

Considerando diferentes combinacdes de variaveis com entrada, denominadas de
C1 a C7, foram treinados modelos preditivos via KNN, com utilizacdo da linguagem
de programacdo Python. Os codigos e ferramentas computacionais utilizados
encontram-se no Apéndice B. Todos foram configurados para utilizar a distancia
euclidiana, com o numero de k vizinhos variando de 0 a 35 e estado aleatorio igual a
zero. O estado aleatério controla o embaralhamento aplicado aos dados antes de
aplicar a divisao.

Para cada umas das sete diferentes combinacfes de variaveis para a entrada
foram treinados cinco modelos, com tamanho de amostra de teste/treino igual a,
respectivamente, 10%/90%, 15%/85%, 20%/80%, 25%/75% e 30%/70%, gerando no
total trinta e cinco modelos preditivos, nomeados de M1 a M35, como apresentado na
Figura 18.
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Figura 18 - Modelos preditivos gerados para cada configuragéo.

AT
Test Size

Fonte: O autor (2023).

As diferentes configuragdes utilizadas no treinamento dos modelos preditores séo
apresentadas na tabela 8.
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Tabela 8 - Configuracdes adotadas para treinamento e geracao de modelos preditivos.

Denominacao

da configuracéo

Variaveis utilizadas como entrada

Variaveis excluidas

C1

Minério que gerou o rejeito armazenado,
material de construcao da barragem,
método construtivo, altura, volume, modo

de falha, risco sismico e clima.

C2

Material de construcdo da barragem,
método construtivo, altura, volume, modo

de falha, risco sismico e clima.

Minério que gerou o

rejeito armazenado.

C3

Minério que gerou o rejeito armazenado,
material de construcdo da barragem,
método construtivo, altura, modo de falha,

risco sismico e clima.

Volume.

C4

Minério que gerou o rejeito armazenado,
material de construcdo da barragem,
método construtivo, altura, volume, modo

de falha, e clima.

Risco sismico.

C5

Minério que gerou o rejeito armazenado,
material de construcdo da barragem,
método construtivo, altura, volume, modo

de falha e risco sismico.

Clima.

C6

Minério que gerou o rejeito armazenado,

material de construcdo da barragem,

Volume e risco

sismico.
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método construtivo, altura, modo de falha,

e clima.

Minério que gerou o rejeito armazenado,

.- material de construcdo da barragem, Risco sismico e
método construtivo, altura, volume e modo clima.
de falha.

Fonte: O autor (2023).

5.3.1 Pacotes Python utilizados

Como pode-se observar no inicio das informacdes apresentadas no Apéndice B,
0s pacotes Python utilizados para realizacdo do trabalho foram: Pandas, NumPy e

Matplotlib. Além das bibliotecas Seaborn e Scikit-learn.

O Pandas, segundo a plataforma de educacéo digital Awari (2020), € um dos
pacotes mais populares e amplamente utilizados na analise de dados em Python. O
NumPy fornece suporte para arrays multidimensionais com alta performance e
funcBes matematicas avancadas. E amplamente utilizado para opera¢ées numéricas,
calculos estatisticos e algebra linear, sendo a base de muitos outros pacotes de
andlise de dados em Python.

Ainda segundo Awari (2020) o Matplotlib € um pacote utilizado para criacdo e
visualizacdo de graficos. Com ele, € possivel criar uma ampla variedade de graficos,

como os de linha, barras, disperséo, histogramas, entre outros.

7

Também de acordo com Awari (2020) a biblioteca Seaborn é utilizada para
visualizacdo e plotagem de gréficos estatisticos e a Scikit-learn fornece uma ampla
variedade de algoritmos e ferramentas para tarefas de aprendizado supervisionado e
nao supervisionado, como classificacdo, regressdo, agrupamento e pré-
processamento de dados. Além de simplificar o processo de desenvolvimento e

avaliacdo de modelos de aprendizado de maquina
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5.4 Avaliacédo e validacdo dos modelos preditivos gerados

Com a geracdo dos modelos foram obtidas, para cada um, as métricas de
acuracia e erro. Dessa forma, foi possivel avaliar o desempenho de cada modelo na
classificacdo das barragens de rejeito quanto ao seu modo de falha. Além de permitir
a analise de como se dava a variacdo de tais métricas a medida que o valor de K

variava.

Para todos os modelos gerados foi realizado, também via Python, o teste de
otimizacgédo do valor de K, considerando o intervalo de zero a trinta e cinco. Nesse teste
pode-se observar o erro associado a cada um dos valores de K do intervalo utilizado.
Foram selecionados os modelos que apresentaram menor erro de predicdo (maior

acuracia) para cada configuracao de C1 a C7.

5.5 Selecdo do modelo preditivo

Em posse das informacdes referentes ao erro e a acuracia de todos os modelos
gerados, do M1 ao M35, bem como dos resultados dos testes de otimizacdo dos
valores de K, foi selecionado aquele que apresentou o melhor desempenho. Nesse

trabalho, a métrica de acuracia foi a utilizada para avaliar esse desempenho.

5.6 Aplicagdo do modelo preditivo selecionado

ApOs ter avaliado, validado e selecionado o modelo preditivo de melhor
desempenho, com base nos testes realizados e métricas avaliadas, pode-se chegar a

uma aplicacao pratica para ele.

Foram selecionadas, através do site
https://app.anm.qgov.br/SIGBM/Publico/ClassificacaoNacionalDaBarragem, todas as

barragens classificadas com risco de emergéncia Il e Il no Brasil, totalizando um total

de dez barragens de rejeito. Todas localizadas no estado de Minas Gerais.

Com a utilizacdo do modelo preditor selecionado, foi possivel gerar o resultado
de predicdo para o modo de falha crivel para cada uma das dez barragens de rejeito
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analisadas. A tabela 9 apresenta quais as barragens selecionadas. Informacfes

guanto as variaveis de cada barragem (dados de entrada) podem ser consultadas no

Apéndice C.
Tabela 9 - Barragens de rejeito com nivel de emergéncia 2 e 3 no Brasil.
Barragem de Nivel de Alerta e
: ~ Empreendedor A
Mineracao Emergéncia
Forquilha lll VALE S.A. 3
Dique de Pedra VALE S.A. 2
Sul Superior VALE S.A. 3
Forquilha | VALE S.A. 2
Forquilha Il VALE S.A. 2
Xingu VALE S.A. 2
Grupo VALE S.A. 2
Barragem de ARCELORMITTAL BRASIL S.A. 3
Rejeitos
B3/B4 VALE S.A. 2
BARRAGEM B2
AUXILIAR MINERIOS NACIONAL S.A. 2

Fonte: ANM (2023).

Quanto aos niveis de emergéncia citados, tem-se que considerar emergéncias
aguelas situacbes decorrentes de eventos adversos que afetem a seguranca da
barragem e possam causar danos a sua integridade estrutural e operacional, a
preservacdo da vida, da saude, da propriedade e do meio ambiente. Assim, as
barragens da citadas na tabela 9 foram classificadas de acordo com a Resolucdo ANM

n° 95/2022, com as seguintes definicdes, apresentadas na Figura 19.
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Figura 19 - Classificac@o do nivel de emergéncia de uma barragem.

—

As anomalias ndo comprometem a segurancga da barragem no curto prazo,

Nivel 1 mas devem ser reparadas, controladas ou monitoradas.
(Qualguer anomalia com pontuacdo 10 no Quadro de Estado de Conservagao)
Nivel 2 As anomalias representam risco a seguranga da barragem no curto prazo,

devendo ser tomadas providéncias imediatas para a elimnacgdo do problema

As anomalias representam risco de ruptura iminente, devendo ser tomadas
medidas para prevencdo e reducdo dos danos materiais e humanos
decorrentes do colapso da barragem.

Fonte: ANM (2022).
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6 RESULTADOS

6.1 Anélise descritiva das variaveis

As Figuras 20 a 22 apresentam, de acordo com o banco de dados utilizado, a
frequéncia relativa de modos de falha das barragens do banco de dados, bem como
zona climética, risco sismico, material de construcdo da barragem e método

construtivo.

Nota-se, na Figura 20, que a maior parte do banco € composto por barragens
gue romperam por instabilidade de taludes, abalo sismico ou galgamento, com
respectivamente 23%, 23% e 20% do total de ocorréncias. Sendo falha por fundacgéao

e erosao externa as ocorréncias com menor incidéncia, respectivamente 6% e 3%.

Figura 20 - Quantidade de barragens rompidas por cada modo de falha.

mAbalo sismico

m Eroséo externa

= Fundacéo

m Galgamento
mInadequacdes estruturais
mInstabilidade de talude
mPiping

Fonte: O autor (2023).

J& na Figura 21, pode-se observar maior ocorréncia de rupturas nos climas
temperado e semiarido, com 41% e 21% das ocorréncias, respectivamente. E baixo
namero de ocorréncias para os climas tropical, mediterraneo, frio e equatorial, com

8%, 6%, 6% e 1%, respectivamente.
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Figura 21 - Quantidade de barragens rompidas por zona de influéncia climatica.

m Equatorial
mFrio

= Mediterréaneo
m Semiarido

= Subtropical
@ Temperado
m Tropical

Fonte: O autor (2023).

A Figura 22 apresenta maior ocorréncia de falha em locais que apresentam risco
sismico muito alto, baixo e médio, com 26%, 26% e 23% respectivamente. E menor
quantidade de ocorréncias nas classificacées alto e muito baixo, com 13% e 12%

respectivamente.

Figura 22 - Quantidade de barragens rompidas por zona de influéncia sismica.

mAlto
mBaixo
mMedio

m Muito alto
m Muito baixo

Fonte: O autor (2023).

42



Quanto as informacdes da Figura 23, observa-se maior ocorréncia de ruptura para
barragens cujo material de construcéo foi rejeito, aterro ou material ciclonado, com

39%, 21% e 15% dos casos, respectivamente.

Figura 23 - Quantidade de barragens rompidas de acordo com o material de construcao.

1 1%

m Argilito, aleurolito

Serie "Total" Ponto "Aterro”
Valor 14 (21%)

= Ciclonado

m Concreto (fly-ash)
= Enrocamento

m Estéril

m Estéril e Aterro

m Regjeito

m Retencéo de agua

1: 2% L 1: 2%
Fonte: O autor (2023).

Quanto as rupturas em associacdo aos métodos construtivos, nota-se na Figura
24 que a maior parte dos casos se da para barragens construidas pelo método de
montante, com 61% dos casos analisados.

Figura 24 - Quantidade de barragens rompidas de acordo com o método de construcao.

m Etapa Unica

m Jusante

mLinha de centro

= Montante
mMontante e Jusante

Fonte: O autor (2023)
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O grafico apresentado na Figura 25 indica o nUmero de barragens que possuia
ligacdo com mineracdes relacionadas a cada tipo de minério indicado na legenda. O
maior numero de rupturas se da para barragens relacionadas a minerac¢des de cobre,
com 17 das 66 barragens, ouro com 11 barragens e minera¢des de chumbo e zinco,
abarcando 9 barragens rompidas. O maior nimero de ruptura para barragens
relacionadas ao cobre ocorre especialmente devido as caracteristicas do ambiente
onde tais barragens se encontram. No banco de dados utilizado tais barragens se
encontravam no Chile, onde h& grande instabilidade sismica.

Figura 25 - Quantidade de barragens rompidas relacionadas a cada tipo de mineracao.
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Fonte: O autor (2023).

Por fim, foram elaborados os graficos apresentados nas Figuras 26 e 27, onde
tem-se um histograma referente as variaveis altura das barragens e ao volume,
respectivamente. Nota-se que a maioria dos casos histéricos de barragens que
romperam possui altura entre 0 e 50 metros e volumes entre 0 e 30 x 10° metros

cubicos.
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Figura 26 - Quantidade de barragens por intervalos de altura.
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Fonte: O autor (2023).

Figura 27 - Quantidade de barragens por intervalos de volume (106 m3).
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Fonte: O autor (2023).

6.2 Acuracia dos modelos de predicao gerados

Na tabela 10 sdo apresentados os valores de acuracia obtidos para cada um dos
modelos preditivos gerados, bem como os valores 6timos de K, que proporcionaram

um menor erro de predicao.
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Tabela 10 - Resultados dos modelos de predicao gerados.

T.GSt Acuracia Valor T_est Acuracia Valor de
Size de K Size K
0.10 0.57 1,3, .. 0.10 0.57 1,8, ..
0.15 0.50 3,4, .. 0.15 0.50 24, 25, ...
C1 0.20 0.36 le9 C5 0.20 0.36 1
0.25 0.29 1,3, .. 0.25 0.35 1,21, ..
0.30 0.40 4 0.30 0.40 1
0.10 0.57 1,9, 0.10 0.57 3, 6,
0.15 0.40 1,4, 0.15 0.50 8,9, ..
C2 0.20 0.29 1, 3, C6 0.20 0.43 9
0.25 0.35 9 0.25 0.41 8
0.30 0.40 5 0.30 04 7e8
0.10 | 0.71 3 0.10 | 057 24,25, ..
0.15 0.50 1, 3, 0.15 0.50 25, 26, ...
C3 0.20 0.43 1 C7 0.20 0.29 7,21, ..
0.25 0.35 1 0.25 0.29 6,7, ..
0.30 0.45 8 0.30 0.30 5,6e7
0.10 0.57 1,9,
0.15 0.50 8,9,
C4 0.20 0.43 9
0.25 0.41 8
0.30 0.40 4,6e7

Fonte: O autor (2023).

Pode-se observar um melhor desempenho para o banco de dados sem a
variavel volume, ou seja, a configuracdo C3, com amostra de teste igual a 10% e K
igual a 3, como destacado em amarelo na tabela 10.

Em sequéncia, o gréfico na Figura 28 apresenta o erro (eixo vertical) associado
a cada valor de K (eixo horizontal), para o banco de dados configurado conforme C3,
considerando o intervalo de zero a trinta e cinco para o numero de vizinhos (K). O

valor 1 indica 100%.
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Figura 28 - Erro associado a cada valor de K vizinhos.
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Fonte: O autor (2023).

Gerou-se também o grafico apresentado na Figura 29, onde variou-se o valor
do estado aleatdrio (random state), no mesmo intervalo para K, zero a trinta e cinco,
a fim de observar a influéncia exercida na acuracia, obtendo-se um valor médio igual
a 46%.

Figura 29 - Variag&o da acuracia com alteragdo do estado aleatorio.

0.9
0.8
0,7
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Fonte: O autor (2023).
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6.3 Andlise dainfluéncia das variaveis propostas

Tendo em vista os resultados obtidos, foi elaborado o gréafico indicado na Figura
30. Nele é possivel observar a variacdo da acuracia, para o intervalo de valores
adotado para K. Foram plotados os dados para a configuragédo C7 (linha cinza) com
objetivo de avaliar a influéncia que as novas variaveis propostas, risco sismico e clima,
tiveram nos resultados.

Ademais, plotou-se os dados para C1 (linha laranja), banco de dados completo
e C3 (linha azul), onde excluiu-se a variavel volume. Para tanto, fixou-se o valor de
tamanho de amostra de teste em 10%, melhor tamanho de amostra para todos os

testes realizados, e estado aleatdrio igual a zero.

Figura 30 - Variag&o da acurécia no intervalo de valores de K para C1, C3 e C7.

0,3
07
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VN TR

0.4

ACURACIA

0,3
0,2
0,1

1234567 8 91011121314 1516 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33 34 35

VALORES DE K

Fonte: O autor (2023).

Constatou-se assim, que a inclusdo das duas novas variaveis melhorou a

acuracia do modelo, como indica a linha laranja em relagdo a cinza na Figura 30.
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6.3.1 Justificativa para retirada da variavel volume

Para justificar o motivo de a retirada do volume diminuir o erro dos modelos
treinados, os gréficos das Figuras 31 a 35 foram elaborados, onde analisa-se a relagédo
do volume com todas as demais variaveis.

Assim, quanto mais dispersos forem os pontos plotados, menor a relacdo entre

elas, o que pode confundir o modelo preditor gerado no momento do treinamento.

Figura 31 - Relacdo das variaveis volume e modo de falha.

Modos de Falha
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I
°
s
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Volume em milhdes de m?

Fonte: O autor (2023).

Pode-se observar maior concentracdo de todos os modos de ruptura para
barragens com volumes inferiores a trinta milhées de metros cubicos. Como a maior
parte das barragens analisadas nao ultrapassa tal valor de volume, néo se pode definir
uma relacéo especifica com os modos de falha.

Nota-se na Figura 32 a mesma situagéo, considerando agora a variavel clima.

N&o se pode definir uma relagcéo especifica entre ela e o volume.

49



Clima

mesmo aspecto das variaveis analisadas anteriormente.

Risco Sismico

()

Figura 32 - Relacdo das variaveis volume e clima.
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Fonte: O autor (2023).
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A relagdo entre volume e risco sismico se observa na Figura 33, trazendo o
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Figura 33 - Relag&o das variaveis volume e risco sismico.
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Fonte: O autor (2023).
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Como esperado, tem-se por meio da Figura 34 a observacdo de uma relacéo
maior entre volume e altura. Porém, pode-se observar também que nao
necessariamente se uma barragem possuir um grande volume armazenado sua altura
sera proporcional, haja vista que as dimensGes do reservatorio, largura e

comprimento, podem aumentar sem aumento de altura.

Figura 34 - Relacdo das variaveis volume e altura.
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Fonte: O autor (2023).

Quanto a associacdo ao método construtivo, 0 mesmo que Sse nhotou
anteriormente ocorre, baixa relacgdo com o volume do rejeito armazenado na

barragem, como observa-se na Figura 35.
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Figura 35 - Relacdo das variaveis volume e método construtivo.
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Fonte: O autor (2023).
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6.4 Previsdo do modo de falha crivel das barragens em nivel de emergéncia Il

e lll no Brasil

O modelo preditor de melhor desempenho selecionado, M11, foi utilizado para

obter o modo de falha mais provavel de ocorrer para cada uma das dez barragens de

rejeito classificadas pela ANM com nivel de emergéncia Il e Ill no Brasil, todas

localizadas no estado de Minas Gerais.

Na tabela 11 sédo apresentados os dados da tabela 9, acrescida dos resultados

obtidos para o modo de falha crivel de cada uma das dez barragens analisadas. No

Apéndice B encontra-se a andlise computacional que gerou tais resultados.

Tabela 11 - Modo de falha crivel para as barragens analisadas.

Barragem de

Nivel de Alerta e

Modo de Ruptura

Mineragao Empreendedor Emergéncia Crivel
Forquilha Ill VALE S.A. 3 Instabilidade de talude
(provavel liguefacao)
Dique de Pedra VALE SA. 5 Instabilidade de talude

(provavel liguefacéo)
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Sul Superior VALE S.A. 3 Instabilidade de talude
(provavel liguefacéo)

Forquilha | VALE S.A. 2 Instabilidade de talude
(provavel liguefacéo)

Forquilha Il VALE S.A. 2 Instabilidade de talude
(provavel liguefacéo)

Xingu VALE S.A. 5 Instabl,lldad_e de talyde
(provavel liguefacao)

Grupo VALE S.A. 5 Instabl,lldad_e de talyde
(provavel liguefacao)

Barragem de ARCELORMITTAL 3 Instabilidade de talude
Rejeitos BRASIL S.A. (provavel liquefacéo)

B3/B4 VALE S.A. 2 Erosao interna (piping)

BARRAGEM B2 MINERIOS 5 Eroséo interna (piping)
AUXILIAR NACIONAL S.A. PipIng

Fonte: O autor (2023).
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7 CONCLUSAO

O trabalho desenvolvido evidenciou a importancia de se conhecer o modo de
falha crivel em barragens de rejeito. Este conhecimento pode auxiliar na melhoria da
interpretacdo dos resultados da analise de risco e direcionamento das medidas
mitigatoria para controle e reducéo dos riscos de falha. As barragens de rejeito sdo
estruturas que sustentam a inddstria da mineragéo, porém podem ser fontes criticas
de perdas de vidas humanas, além de causarem danos ambientais e econémicos

consideraveis em caso de falha.

Ademais, € importante ndo se conhecer apenas os riscos destas estruturas,
como também, extrapolar para aplicagdo mais ampla do conhecimento pode trazer
grande beneficio para sociedade de maneira geral e ao meio ambiente. Além disso,
foi estabelecido e entendido que, a depender do modo de falha crivel a anélise de
estabilidade geotécnica se dara de forma diferente, para se tornar mais efetivo e com

resultado mais representativo.

Com base no estudo realizado pode-se perceber também a importancia da
elaboracdo de novos métodos e ferramentas, com embasamento estatistico e
computacional, que aumentem a eficacia nas acées de combate ao risco de falha em
barragens de rejeito. Quando tais métodos puderem ser empregados, nas mais
variadas areas, com a utilizacdo de bancos de dados confiaveis, utilizando de
informacBes e amostras possivel, maior sera a frequéncia de testes estatisticos que
poderdo melhorar a compreensdo de cada variavel componente dos modelos,
trazendo informacdes que podem ou ndo contribuir para a interpretagcdo dos

resultados das analises.

Neste trabalho, a partir do banco de dados elaborado, foi utilizada a linguagem
de programacdo Python para a implementacdo do método KNN, que variava a
porcentagem das amostras de teste do banco, a partir da validagdo cruzada, a
configuracdo das amostras de treino e teste e o valor de K, ou seja, 0s vizinhos mais
préximos utilizados para a analise. Dessa forma, foram gerados trinta e cinco modelos,
classificados de M1 a M35, dos quais os resultados de acuracia permitiram selecionar

o de melhor desempenho.
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A inclusao das variaveis propostas, risco sismico e clima, foi positiva no sentido
de melhorar o desempenho dos modelos gerados. E no desenvolvimento do estudo a

variavel volume foi excluida por aumentar o erro das predicdes.

A partir do uso da técnica de subamostragem aleatoria obteve-se uma acuracia
meédia de 46%. O modelo mais preciso dentre os trinta e cinco desenvolvidos foi o
M11, no qual obteve-se uma acuracia de 71%. Esse modelo excluiu a variavel de
volume e foi configurado com k vizinhos igual a 3, tamanho da amostra de teste igual
a 10% e estado aleatorio igual a zero.

A aplicacdo desse modelo de KNN foi feita nas dez barragens com nivel de
emergéncia Il e Ill no Brasil, todas no estado de Minas Gerais, resultando na predicéo
no modo de falha crivel para cada uma delas. Oito foram classificados com risco de
falha por instabilidade de taludes, cuja causa mais provavel € a liquefacao, sendo elas:
Forquilhas 1, 1l e lll, Dique de Pedra, Sul Superior, Xingu e Grupo, todas da empresa

Vale S.A., e a Barragem de Rejeitos da ArcelorMittal Brasil S.A.

Para as duas barragens restantes foi definida a classificagao para risco de falha
crivel como sendo por erosdo interna (piping), sendo elas B3/B4 da Vale S.A e

Barragem B2 Auxiliar da Minérios Nacional S. A.

Os resultados obtidos apresentam uma primeira analise para o banco de dados
utilizado. Medidas como o0 aumento das informac¢des do banco de dados, com incluséao
de outras barragens que sofreram ruptura e a proposicado e utilizagdo de novas
variaveis nas andlises sdo formas de alcancar a elaboracdo de modelos preditivos
com melhor desempenho. Além da possibilidade de utilizac&o de diferentes distancias
para a técnica de KNN, como a de Hamming, Manhattan, Mahalanobis e Minkowski,
a fim de comparar os resultados obtidos.

Por fim, outras técnicas mais robustas, como redes neurais artificiais e florestas
aleatérias podem ser aplicadas. Construindo entdo uma mais abrangente rede de
analises, com diferentes técnicas estatisticas e computacionais aplicadas a geracao

de modelos preditores.
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Apéndice A — Banco de dados codificado utilizado na geracdo de modelos

preditores.

T(;po Método Material Volume | Altura | Risco . Modo
e . da 6 w3 .~ |Clima| de
minério construtivo barragem (10°m3) | (m) |Sismico ruptura
1 1 1 12,00 87 1 3 1
2 1 3 2,00 45 3 3 1
1 1 7 0,29 50,7 4 5 1
6 1 1 1,52 45 4 4 1
4 5 2 2,25 41 1 3 1
9 1 10 52,00 53 1 7 1
9 1 4 0,30 37 2 6 1
1 1 2 0,40 29,5 5 4 1
6 4 1 12,30 8 3 5 1
1 1 9 80,00 32 1 6 1
4 3 4 1,54 8 4 1 1
1 1 2 27,00 25 1 7 1
6 1 1 1,00 25 3 6 1
17 1 2 0,30 18 3 5 1
3 1 4 0,50 43 3 1 1
2 3 6 30,00 22 3 6 2
3 1 4 0,50 43 2 6 2
4 2 4 0,12 7 2 6 2
8 2 2 27,00 146 3 1 2
4 4 4 0,12 5 4 1 2
3 1 2 2,50 66 2 1 2
12 1 1 13,00 20 2 5 2
6 3 4 1,23 43 2 5 2
19 1 1 6,36 16 2 1 2
20 4 1 0,027 9 5 7 2
5 2 3 74,00 40 3 1 3
6 3 7 15,00 27 3 4 3
9 3 3 1,23 79 2 6 3
11 2 4 0,37 11 2 1 3
4 2 4 0,025 4 5 6 4
4 1 1 7,04 31 2 5 4
14 3 4 0,037 9 3 1 4
16 1 4 3,30 12 1 5 4
10 4 4 0,20 7,5 2 6 4
3 1 1 1,10 40 4 3 4
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25
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9
25
16
45

110
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24
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130
40

24
19
28

12
35

19
26

15
20

15
20
61

15
44

0,038

0,680

0,75
0,037

1,08

0,50

1,52
56,40

0,80
4,50
1,00
0,215

3,00
11,48

0,08
16,00

2,00
0,70
0,48
0,48
0,30
4,25
0,35
0,985

0,043

0,45
0,03
0,50
20,00
15,00

5,25

4
1

4

3

1

1

7

1
1

2
8

15

18
13

14

Fonte: O autor (2023).
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Apéndice B — codigos e ferramentas computacionais utilizados na
elaboracao dos modelos preditores e aplicagcdo em banco de dados para

geracgéo de resultados.

import pandas as pd

import seaborn as =sns

import matplotlib.pyplot as plt
import numpy as np

Zmatplotlib inline

df = pd.read _excel('Banco de dadosSemVolume.xlsx')
df .head ()

Tipo de minério Método construtivo Material da barragem  Altura Rizco Sismico Climas Modo de ruptura

0 1 1 1 87.0 1 3 1

1 2 1 3 45.0 3 3 1

2 1 1 7 507 4 5 1

3 [ 1 1 45.0 4 4 1

4 4 3 2 41.0 1 3 1
df.info()

<class 'pendas.core.frame.DataFrame’ >
RangeIndex: &6 entries, @ to 65
Data columns (total 7 columns):

# Column MNon-Null Count Dtype
& Tipo de minério &6 non-null inte4
1 Método construtive &6 non-null inte4
2  Material da barragem && non-null inte4
3 Altura 66 non-null floates
4 Risco Sismico &6 non-null inte4
5 Climas &6 non-null inte4
6 Modo de ruptura &6 non-null inte4

dtypes: flosteda(l), ints4({E)
memory usage: 3.7 KB
df.columns

Index([ 'Tipo de minéric', "Método construtive', 'Material da barragem’,

‘Altura’, 'Risco Sismico', 'Climss ', ‘Modo de ruptura’],
dtype="object"')

from sklearn.preprocessing import StandardScaler
scaler = StandardScaler()

scaler.fit(df.drop( 'Modo de ruptura’, axis=1))

StandardScaler()



df_normalizado

= scaler.transform(df.drop( 'Modo de ruptura', axis=1)})

df _param = pd.DataFrame{df_normalizado, columns = df.columns[:-1])

df _param.head()

Tipo de minério Método construtivo Material da barragem Altura Risco Sismico Climas
0 -1.055112 -0.716772 -0.840072 1912015 -1.566600 -0.693807
1 0873291 0716772 0025252 0.418313 0110324 -0.693507
2 -1.055112 -0.716772 1.758900 0.621030 0.617814 0.280475
3 -0.14600G -0.716772 -0.840072 0418313 0617814 -0.206564
4 -0.509650 2662294 -0.406910 0278055 -1.566600 -0.693307

from sklearn.model selection import train_test split

X_train, X_test, y_train, y_test = train_test_split(df_param, df['Modo de ruptura'],

test size=0.1, random_state=8)

from sklearn.neighbors import KNeighborsClassifier

knn = KNeighborsClassifier(n_neighbors

knn.fit(X train, y_train)

KNeighborsClassifier(n_neighbors=1)

pred = knn.predict(X_test)

1)

from sklearn.metrics import classification_report, confusion matrix

print(classification_report(y_test, pred))
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print(confusion_matrix(y_test, pred))

[[e 1 e @]
[e1e1]
[10e8]
[e e 3]]

error_rate=[]

for i in range(l, 35):
knn = KNeighborsClassifier(n_neighbors=1i)
knn.fit(X_train, y_train)
pred = knn.predict(X_test)
error_rate.append(np.mean(pred!=y_test))

plt.figure(figsize=(14, 8))

plt.plot(range(1l, 35), error_rate, color="blue', linestyle="dashed', marker='o', markersize=18)
plt.xlabel('K"')

plt.ylabel( 'Errc')

plt.title('Taxa de erro vs Valor K")

Text(®.5, 1.2, 'Taxa de erro vs Valor K')
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knn = KNeighborsClassifier({n_neighbors= 3)
knn.fit(X train, y train)
pred = knn.predict({X_test)



print(confusion_matrix(y_test, pred))

print(classification_report(y_test, pred))

print('\n")
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ma = pd.read_excel( 'Copia de Avaliacdo Barragens.xlsx')

ma.head()

Tipo de minério Método construtivo Material da barragem

Altura Risco Sismico Climas Modo de ruptura

0 1 1 4 T77.00 1 3
1 1 4 5 19.60 1 3
2 1 1 9  85.00 1 3
3 1 1 4  985.83 1 3
4 1 1 4 90.87 1 3
scaler.fit(ma.drop( Modo de ruptura’, axis=1))
StandardScaler()
ma_normalizado = scaler.transform(ma.drop( Modo de ruptura’, axis=1))
ma_param = pd.DataFrame(ma_normalizado, columns = ma.columns[:-1])
ma_param.head()
Tipo de minério Meétodo construtivo Material da barragem Altura Risco Sismico Climas
0 0.0 -0.333333 -0.652328 0.482509 0.0 0.0
1 0.0 3.000000 -0.326164 -1.750862 0.0 0.0
2 0.0 -0.333333 0978492 0.793731 0.0 0.0
3 0.0 -0.333333 -0.652328 1.254073 0.0 0.0
4 0.0 -0.333333 -0.652328 1.022176 0.0 0.0

predicao = knn.predict(ma_param)

print(predicao)

[1111111122]

MaM
MNaM
MaM
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Apéndice C — Banco de dados codificado utilizado na predicdo de modo de

falha para as barragens do estado de minas gerais.

Tipo de | Método Mactlenal Volume Altura Risco i Modo de
minério | construtivo b a (10% m?3) (m) Sismico Clima ruptura
arragem

1 1 4 19,48 77,00 1 3

1 4 5 0,50 19,60 1 3

1 1 9 5,94 85,00 1 3

1 1 4 12,76 96,83 1 3

1 1 4 22,78 90,87 1 3

1 1 1 6,17 70,00 1 3

1 1 4 1,96 41,41 1 3

1 1 9 5,03 85,00 1 3

1 1 11 0,90 47,28 1 3

1 1 9 4,50 33,00 1 3
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